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Resumo

Os perfis tipicos de curvas de carga de consumidores e redes constituem informac¢des fundamentais para a
determinagdo das tarifas de uso dos sistemas de distribuicdo de energia elétrica. Destaca-se que a
sinalizacdo hordria das tarifas € determinada em grande parte pelos perfis tipicos da demanda por
eletricidade. Neste artigo € apresentada uma implementacdo computacional em ambiente R dos métodos
K-Means, K-Medoides e Ward, trés métodos estatisticos multivariados para andlise de agrupamentos, tteis
na identifica¢do de perfis tipicos da demanda hordria por eletricidade, uma etapa critica do processo de
revisdo tarifdria das distribuidoras de energia elétrica. O presente artigo contribui no sentido de fornecer
uma alternativa eficaz e econdmica para a construcao das tipologias de curvas de carga.
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Abstract

Typical load profiles of consumers and networks are essential information for determining the use rates in
electric power distribution systems. It is noteworthy that the time of use tariffs are based on the hourly load
profiles. This paper presents a computational implementation in R environment of the K-Means, K-
Medoids and Ward methods, three multivariate statistical methods for cluster analysis, useful in identifying
typical daily load profiles, a critical stage in the revision of electricity tariff. This paper provides an effective
and economical alternative to the construction of typologies of load curves.
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1. Introducao

A forma de como a demanda por energia elétrica evolui ao longo do dia € uma informacgao
fundamental na determinagdo das tarifas de eletricidade (BRASIL, 1985; PESSANHA et al,
2004, GUARDIA et al, 2010). Esta informac@o encontra-se na curva de carga didria das
unidades consumidoras que descrevem trajetorias da demanda por energia elétrica ao longo das
horas do dia. As formas assumidas pelas curvas de carga refletem os usos da energia elétrica
pelos consumidores e apresentam perfis diferenciados nas distintas classes de consumo,

conforme ilustrado na Figura 1.
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Figura 1 - Perfis tipicos de curvas de carga de diferentes classes de consumo.

De forma bastante resumida, a obtencao dos perfis tipicos de curvas de carga inicia-se
com a coleta de medi¢des de curvas de carga em uma amostra de clientes atendidos por uma
concessiondria de distribui¢do de energia elétrica (SCHROCK, 1997). No conjunto de curvas
de carga amostradas € possivel identificar alguns padrdes, ou seja, curvas com perfis
semelhantes entre clientes de uma mesma classe de consumo. Por exemplo, na classe
residencial as tipologias de curvas de carga refletem hédbitos de consumo que tem relagdo direta
com a posse de eletrodomésticos e a rotina didria dos moradores das residéncias, formando
padrdes tipicos do consumo residencial.

Assim, as curvas de carga didrias das unidades consumidoras amostradas podem ser

classificadas em conjuntos mutuamente exclusivos ou clusters, de tal forma que os perfis didrios
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em um mesmo cluster sejam semelhantes entre si, porém diferentes dos perfis classificados nos
demais clusters. Os agrupamentos nao sao definidos a priori, mas sao identificados a partir dos
dados por meio de algum método de anélise de agrupamentos - cluster analysis (DIDAY, 1971;
CHANTELOU et al, 1996; DEBREGEAS & HEBRAIL, 1998; HEBRAIL, 2001; PESSANHA
et al 2002; GERBEC et al, 2004; FIGUEIREDO et al, 2005; CHICCO et al, 2006;
SATHIRACHEEWIN, & SURAPATANA, 2011; RAMOS et al, 2012). A longa lista de
referéncias acima indica que a andlise de agrupamentos abrange uma variedade de métodos
estatisticos multivariados que tém como propdsito comum auxiliar a descoberta de uma
estrutura latente em um conjunto de dados que permita classificid-los em grupos exaustivos e
mutuamente exclusivos denominados clusters.

As formas dos perfis tipicos correspondem aos perfis médios (centroides) dos
agrupamentos. Ao final, os perfis médios sdo ajustados ao consumo anual do segmento de
mercado que eles representam, obtendo-se os perfis tipicos ou tipologias da curva de carga

diaria (PESSANHA et al, 2004). O processo de obtencao das tipologias € ilustrado na Figura 2.
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Figura 2 - Contrugio das fipologias de carga (PESSANHA et al, 2006).

As tipologias sdo definidas para cada classe de consumo e representam a diversidade do
comportamento dos consumidores da classe. Da mesma forma s@o definidas as tipologias de
redes, que representam os perfis tipicos das solicitagcdes de poténcia em pontos selecionados da
rede de distribui¢ao (transformadores).

O objetivo deste artigo consiste em mostrar a constru¢do de tipologias de curvas de

carga por meio das fungdes de andlise de agrupamentos disponibilizadas no programa R (R
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CORE TEAM, 2013), um software livre e open source, altamente extensivel, no qual sdo
disponibilizadas vérias funcdes para andlise de dados e rotinas gréaficas, nativas ou obtidas em
pacotes (packages) distribuidos na internet. Adicionalmente, vale destacar que o software R é
uma poderosa ferramenta de apoio ao ensino de métodos estatisticos (LEONI & COSTA, 2012).

Mais especificamente, neste artigo é apresentada uma implementacdo computacional
em ambiente R dos métodos K-Means, K-Medoides e Ward, trés métodos estatisticos
multivariados para andlise de agrupamentos (FREI, 2006; LATTIN et al, 2011).

A identificacdo de perfis tipicos da demanda hordria por eletricidade € uma etapa critica
do processo de revisao tarifaria das distribuidoras de energia elétrica, pois requer a amostragem
e a andlise de um razodvel nimero de medic¢des de curva de carga. O presente artigo contribui
no sentido de fornecer uma alternativa eficaz e econdmica para a constru¢ao das tipologias de
curvas de carga e que pode ser utilizada de forma complementar com aplicativos desenvolvidos
para o célculo tarifario (PESSANHA et al, 2004).

Para fins didéticos, a implementa¢do computacional em ambiente R € ilustrada por meio
de um exemplo no qual sdo consideradas medi¢des de carga oriundas de um amostra de
unidades consumidoras em baixa tensdo. As curvas normalizadas estdo disponiveis em
https://www.academia.edu/9518147/curvas_de_carga.

Este artigo encontra-se organizado em oito se¢des. Na se¢do 2 tem-se uma introducao
ao R. Na sequéncia, na se¢do 3 tem-se uma descri¢do dos procedimentos de importacdo e
padronizacdo dos dados, processos tipicos em andlise de dados. As implementacdes dos
métodos de Ward e K-Means (EVERITT, 2007), métodos tradicionalmente utilizados no setor
elétrico brasileiro (PESSANHA & LAURENCEL, 2009), sdo descritas nas secdes 4 e 5
respectivamente. Ja a implementagdo do método K-Medoides (KAUFMAN & ROUSSEEUW,
1986) € apresentada na secdo 6. As medidas de validacdo (BROCK et al, 2008) dos trés métodos
supracitados sdo apresentadas na secdo 7, tais medidas auxiliam na defini¢cdo do nimero de

agrupamentos. Por fim, na secdo 8 sdo resumidas as principais conclusdes do trabalho.

2. O programa R
O programa R € um software livre que pode ser obtido na pédgina http://www.r-project.org/.
Para instalar o R basta seguir os passos indicados abaixo:
I.  Clique em downloadR ou CRANmirror na pagina do R.
II.  Nalista de CRAN mirror escolha um repositdrio, por exemplo, a Fiocruz.

III.  Escolha a platatorma Linux ou Windows.

32



IV.  Escolha a op¢do base.
V.  Execute o arquivo de instalacdo
O R ja vem com um conjunto de funcdes que permitem realizar diferentes anélises
estatisticas, por exemplo, andlise de regressdao linear (fun¢do lm), andlise de componentes
principais (funcdo princomp) e andlise de agrupamentos (funcdes hclust e kmeans). O R
também oferece diferentes formas de executar um programa, por exemplo, pode-se digitar o
programa na prépria janela do R. Adicionalmente, pode-se contar com editores de cédigos

como o0 RStudio (www.rstudio.org) e o Tinn-R (www.sciviews.org/Tinn-R).

3. Leitura e normalizacao dos dados

A titulo de exemplo, considere o arquivo curva_de_carga.csv localizado em um diretério
c./exemplo e contendo uma amostra de curvas de carga de unidades consumidoras selecionadas
aleatoriamente entre os clientes de baixa tensdo de uma concessiondria de distribuicdo de
energia elétrica. Trata-se de uma planilha na qual cada linha guarda a curva hordria de uma
unidade consumidora, enquanto cada coluna representa uma determinada hora do dia. A
importagdo das curvas de carga para o R pode ser realizada por meio dos seguintes comandos

(comentarios apos #):

setwd('c:/exemplo’) # estabelece o diretério de trabalho
dados = read.csv('curva_de_carga.csv',sep=',',dec=".",header=FALSE) # importa os dados
head(dados) # visualiza dados

No comando read.csv acima, a op¢ao sep=',' indica que as colunas estido separadas por
virgulas, a opcao dec="." estabelece que o separador decimal € o ponto, enquanto header=FALSE
informa que o arquivo de dados ndo contém cabegalho. O objeto dados armazena as curvas de
carga, sendo que dados(i,j] guarda a demanda da hora j na curva de carga do cliente i. As seis
primeiras curvas de carga podem ser visualizadas por meio do comando head(dados), conforme

ilustrado na Figura 3.
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» head (dados)

[1.1
(2,1
[3.1
[4,1
[=5.1
(6,1

[1.1
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[3.1
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[5.1
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[1,1
(2,1
[3,1
(4,1
(5,1
(6,1

[,1]
.0380636108
.0719037823
.0878077474
.1251753830
.1093628755
.0005633575

[-11]
.11580470
.0B553554
.02884388

00D o000

.04948736
.02517921
[,22]
.2058028
.2100023
.1583434
.2264596
.2131550

0
Q
0
Q
0
-2956449 0

1] 1)
1] 0
1] 1)
0.11372105 0.
4] Q
1] 0
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-2818607 0.26048135

[r2] (31 [r4] [r2] [,6] [,71 [,8]
0.045049371 0.0487720045 0.05075826 0.05326969 0.04565029 0.03923383 0.07986199 0
0.086530656 0.0975221868 0.10383425 0.10474408 0.08227005 0.06662111 0.08183357 0
0.075895844 0.0722750623 0.07337497 0.06275856 0.04085092 0.02682403 0.02766153 0
0.070064816 0.0530505201 0.08260494 0.11027828 0.07923830 0.03445217 0.07563106 0
0.082319809 0.0627050138 0.04300222 0.02501493 0.02603225 0.04567732 0.02987555 0
0.000488267 0.0001560271 0.00000000 0.00000000 0.00000000 0.02836798 0.07638774 O.

[,12] [,13] [,14] [,15] [,18] [-17] [-18] [,12]
.06861438 0.10434029 0.12720884 0.11728515 0.04461011 0.2125561 0.6391056 0.7761964
.08646031 0.08972446 0.08763256 0.08577737 0.07924557 0.1082485 0.1956863 0.2815024
.04860802 0.07520375 0.08624286 0.06528735 0.03291659 0.0929456 0.3574873 0.5121323
13396209 0.12838744 0.11742970 0.11435404 0.12006637 0.1556027 0.2411081 0.4057570
.05942557 0.08764736 0.09619358 0.08306596 0.07338071 0.1941448 0.3616372 0.4012382
.02981123 0.03040450 0.02352645 0.01659287 0.02368003 0.0204946 0.0402676 0.1494280

[,23] [,24]
.1673930 0.14130852
.1729726 0.10990457
.1152714 0.06696114
.1592020 0.15252028
.1724632 0.16044479

[,2]

.168850230
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[,20]
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-3299751
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0
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0

Figura 3 - Seis primeiras curvas de carga contidas no arquivo curva_de_carga.csv.
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Por meio do comando dim(dados) pode-se obter informagdes sobre as dimensdes da

matriz de dados (Figura 4). Neste caso ha 74 curvas didrias descritas por 24 demandas horérias:

> dim(dados)
[1] 74 24

Figura 4 - Dimensdes da matriz de dados.

O gréfico da primeira curva de carga da matriz de dados (Figura 5) pode ser obtido pelo

seguinte comando, onde seq(1,24,1) gera a sequéncia de nimeros inteiros entre 1 e 24:

‘ plot(seq(1,24,1),dados[1,],type="",xlab="horas',ylab="W")

Ja o conjunto com todas curvas analisadas (Figura 6) pode ser visualizado por meio do

seguinte comando:

‘ matplot(matrix(seq(1,24,1),ncol=1),t(dados),type="1,ylab="k W', xlab="Horas')
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Figura 5 - Primeira curva de carga.
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Figura 6 - Curvas de carga da matriz de dados.
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Dado que o objetivo consiste em identificar grupos de curvas com formas semelhantes,
as medi¢des devem ser normalizadas pelos respectivos valores médios, antes de serem
processadas pela andlise de agrupamentos (PESSANHA et al, 2004). O c6digo em R para a

obtencdo das curvas normalizadas € indicado abaixo:

medias = apply(dados,1,mean) # calcula a demanda média em cada curva de carga
dadospu = sweep(dados,1,medias, FUN="/") # divide cada curva pela respectiva média

O comando abaixo produz o grafico com todas as curvas normalizadas (Figura 7):

‘ matplot(matrix(seq(1,24,1),ncol=1),t(dadospu),type="1',ylab="PU’,xlab="horas")

PU

horas
Figura 7 - Curvas normalizadas.

4. Método de WARD

O método de Ward é um método hierdrquico aglomerativo, ou seja, inicialmente cada
agrupamento (cluster) tem apenas um objeto (uma curva de carga), e em cada iteracao de
execug¢do do algoritmo os clusters sdo agregados dois a dois até que reste apenas um grupo com
todos os elementos.

Portanto o método de Ward agrupa sucessivamente os n grupos iniciais, em n-1, n-2,...,1
grupos, obtendo ao final uma estrutura em drvore semelhante a classificacdo bioldgica da
taxonomia de Lineu que classifica os seres vivos em reino, filos, classes, ordens, familias,
géneros e espécies. Esta estrutura de arvore é conhecida como dendrograma.

Os métodos hierdrquicos baseiam-se em uma matriz simétrica de ordem #n, onde o

elemento ij guarda a distincia entre os clusters i e j. Inicialmente as distancias correspondem
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aos quadrados das distancias euclidianas entre os proprios objetos, pois cada cluster tem apenas
um elemento. Os clusters mais proximos sao os mais semelhantes e, portanto, sao os primeiros
a serem agrupados. A medida que os clusters vao sendo agrupados, a ordem da matriz de

distancias diminui e as distancias sdo recalculadas com base na seguinte férmula:

d.:

i =— 2 a2(ei.c ;) (1)

- pitpj
em que p; e p; denotam as quantidades de objetos nos clusters i e j respectivamente e d?(ci,c))
representa o quadrado da distancia euclidiana entre os centroides dos agrupamentos i € j.

No R, a execu¢do do método de Ward € realizada por meio do seguinte comando

(EVERITT, 2007):

resultado.hc = hclust(dist(dadospu),method='ward',members=NULL)

A sequéncia de agregacdes € ilustrada no dendrograma (Figura 8), um grafico qtil na
avaliacdo do nimero de agrupamentos em um conjunto de dados. O dendrograma é gerado pelo
comando plot(resultado.hc ,ylab='Distancias',main="").

O dendrograma oferece solucdes para diferentes niveis de agregacdo dos objetos. Por
exemplo, dois grandes ramos ou agrupamentos emergem do dendrograma ilustrado na Figura
8, sendo que eles sdo bem distintos, conforme sugerido pelos segmentos verticais que
expressam o grau de dissimilaridade entre os agrupamentos. Quanto maior o comprimento
destes segmentos verticais mais distintos s3o 0s ramos que convergem para um mesmo ponto
no dendrograma, ou seja, mais distintos sdo os clusters agrupados em uma etapa do processo
aglomerativo do método hierdrquico.

Inicialmente sao agrupados os objetos ou clusters mais semelhantes, portanto, na base
do dendrograma os segmentos verticais sdo curtos. A medida que o processo de aglomeracio
se desenvolve, clusters cada vez mais distintos sdo agrupados e os segmentos verticais tornam-
se cada vez mais longos. Assim, uma boa estratégia para a formacdo de agrupamentos
homogéneos, consiste em observar o momento em que 0s ramos tornam-se longos e entdo
classificar todos os objetos conectados ao ramo em um mesmo cluster. No caso da Figura 8 é
evidente a presenca de trés ramos distintos, sendo que cada um deles origina um agrupamento.
Portanto, o dendrograma ilustrado na Figura 8 sugere a presencga de trés agrupamentos (k=3).
No ambiente R, a identificacdo das curvas classificadas em cada agrupamento pode ser

realizada pelo seguinte comando:

‘ clusters = cutree(resultado.hc,k=3)
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Figura 8 - Dendrograma, plot(resultado.hc ,ylab='Distdncias',main=").

Conforme ilustrado na Figura 9, o objeto clusters identifica o rétulo do agrupamento

onde foi classificada cada linha da matriz de dados.

> olusters
[1] 1 2 12 2 2222233533533 1111111111135 333333333 ¢2¢2z2z2
[40] 2 2 2 2 2 2 2 2 3 3 3 3 3 3 3 33 3 3252525252522 %2252 %252 %252 3=

Figura 9 - Identifica¢do dos agrupamentos em que foram classificadas as curvas de carga.

Por exemplo, as curvas de carga nas linhas 1, 3, 15, 16, 17, 18, 19, 20, 21, 22, 23,24 ¢
25 da matriz de dados foram classificadas no cluster 1. Para identificar estas linhas pode-se
utilizar o comando which(clusters==1). O nimero de curvas em cada agrupamento é obtido

pelo comando rable(clusters):

> table (clusters)
clusters

1 2 3

13 35 26

Figura 10 - Numero de curvas em cada agrupamento, table(clusters).
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Uma representacao grafica das curvas classificadas em cada agrupamento € ilustrada na

Figura 11, obtida pela seguinte sequéncia de comandos:

par(mfrow=c(3,1))

for (iin 1:3) {

cluster = which(clusters==1)
matplot(matrix(seq(1,24,1),ncol=1),t(dadospu[cluster,]),type="T",ylab="PU",xlab="horas',;main=paste('cl
uster',i),cex.main=2,cex.axis=1.5) }

Ainda na Figura 11, vale ressaltar que os perfis classificados nos clusters 1 e 2 estdo
associados com unidades consumidoras da classe residencial, enquanto os perfis classificados
no cluster 3 sdo tipicos de unidades consumidoras que desenvolvem atividades comerciais e/ou

industriais.

cluster 1

FU

haras

cluster 2

PU
1

horas

cluster 3

a0

FU
15

00

horas

Figura 11 - Composicdo dos agrupamentos (Ward).

5. Método K-MEANS

A andlise de agrupamentos também pode ser efetuada por meio do algoritmo K-Means, um
método ndo-hierdrquico. O K-Means classifica o conjunto de objetos em um ndmero de
categorias (clusters) especificado previamente. O nimero de clusters ndo é conhecido a priori,
mas com base no dendrograma (LATTIN, et al, 2011) ilustrado na Figura 8 pode-se considerar

que trés clusters ¢ uma boa solugdo inicial.
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O critério utilizado pelo método K-Means na classificacdo dos objetos em K clusters
consiste em minimizar a variabilidade dentro dos agrupamentos, expressa pela soma dos
quadrados dos desvios entre as observacdes e o centroide do cluster no qual as observagoes
foram alocadas (within-group sum of squares - WSS):

K p 5
wss=> 3 Yl -c,) @)
k=1 iecluster_k j=1
onde x;; ¢ a demanda da i-ésima curva de carga na j-ésima varidvel (j=1,p), cij € a j-ésima
coordenada do centroide do k-ésimo agrupamento e ie cluster k denota os indices de todos as
curvas de carga classificadas no k-ésimo agrupamento.

Cada objeto pertence a apenas um dos K clusters, portanto, a classificacdo dos n objetos
pode ser representada por uma matriz bindria U de dimensdes n X k, onde u;; = 1 se o i-€simo
objeto pertence ao j-ésimo cluster € u;; = 0 caso contrario. Se os centros dos K clusters sao
fixos, a particao 6tima consiste em alocar cada objeto no cluster com o centroide mais proximo.
Assim, os valores de u;; sdo definidos pela seguinte regra:

u;j =1 se o centro de gravidade do j-€simo agrupamento € o mais préximo do i-ésimo objeto.
u;j = 0 caso contrério.

Por outro lado, para uma dada particdo dos n objetos (matriz U fixa), o centroide do j-

ésimo cluster, j=1,K € a média dos objetos classificados no cluster.

cj=_ Yx 3)

/ cluster _k
O método K-Means pode ser implementado segundo o algoritmo a seguir, onde a matriz
U e os centroides dos clusters sdo obtidos de forma iterativa (JANG et al, 1997):
I.  Inicialize os centroides dos clusters pelo sorteio de K objetos entre os n a serem
classificados.
II.  Determine a matriz U de acordo com o critério do centroide mais préximo, ou seja,
aloque cada objeto ao cluster com o centroide mais proximo.

III.  Calcule o valor da fun¢@o objetivo WSS em (2). Pare se o valor da func¢do estiver
abaixo de uma tolerancia pré-especificada, se a melhoria em relacdo a iteracdo
anterior for desprezivel ou se o nimero miximo de iteragdes for alcangado.

IV.  Atualize os centroides dos clusters e volte para o passo 2.

Este algoritmo é computacionalmente eficiente e produz bons resultados se os clusters
sao compactos, esféricos e bem separados no espaco (JAIN et al, 2000). Entretanto, o algoritmo

ndo garante a convergéncia para uma solu¢do 6tima e o seu desempenho depende dos centroides
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iniciais escolhidos no passo 1. Por esta razao € recomenddvel executar o algoritmo diversas
vezes com selecdo aleatdria dos centroides iniciais e ao final selecionar a melhor solug¢do, ou
seja, a que minimiza a WSS (LATTIN et al, 2011).

No R, a classificacdo das curvas normalizadas em trés grupos, com 10 inicializa¢des
aleatdrias dos centroides iniciais € no maximo 100 iteracdes do algoritmo K-Means pode ser

realizada por meio do seguinte comando (EVERITT, 2007):

resultado.kmeans = kmeans(dadospu,centers=3,iter.max=100,nstart=10)

Diferentes implementa¢Ges computacionais do algoritmo descrito acima resultam em
uma variedade de algoritmos para o K-Means, por exemplo, o algoritmo de Hartigan e Wong
(1979) é o default disponibilizado pela funcdo kmeans. A lista contendo os rétulos dos
agrupamentos em que foram classificadas as curvas de carga (Clustering vector) € obtida pelo
comando resultado.kmeans$cluster, conforme a Figura 12. O nimero de curvas de carga em

cada cluster é obtido pelo comando resultado.kmeans$size.

> resultado. kmeansicluster
[13 1 1111111113353 32 &2 2 &2 2 &2
333333333111

il111
[39] 11111111133 i1

22333333333
11111111111

Figura 12 - Classificag@o das curvas de carga, resultado.kmeans$cluster.

> resultado.kmeansisize
[1_] 37 11 Zg

Figura 13 - Numero de curvas em cada agrupamento, resultado.kmeans$size.

A visualizagdo das curvas classificadas em cada agrupamento (Figura 14) pode ser

alcancada pela seguinte sequéncia de comandos:

par(mfrow=c(3,1))

for (iin 1:3) {

cluster = which(resultado.kmeans$cluster ==i)
matplot(matrix(seq(1,24,1),ncol=1),t(dadospu[cluster,]),type="',ylab="PU',x]lab="horas',main=paste('cl
uster',i),cex.main=2,cex.axis=1.5)

}
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Figura 14 - Composicdo dos agrupamentos (K-Means).

As coordenadas dos centroides dos agrupamentos na Figura 15 podem ser extraidas pelo
comando resultado.kmeans$centers. Os centroides definem as formas das tipologias das curvas
de carga dos clientes, uma informacdo fundamental para o célculo das tarifas de uso dos

sistemas de distrribuicdo de energia elétrica (PESSANHA et al, 2004).

> resultado.kneansicenters
[,1] [,2]1 [,3]1 [,4] [,5] [,6] [,71
1 0.60120123 0.45141491 0.35049250 0.37232099 0.36743777 0.36597194 0.45523675
2 0.51575603 0.49327127 0.465812654 0.435530358 0.46102117 0.50184295 0.58735561
3 0.02905511 0.0Z9305158 0.02944747 0.0Z972227 0.02872947 0.02187252 0.095558903
[,8] [.2] [,10] [,11] [,12] [,13] [,14] [,15]
1 0.5955151 0.6834273 0.6540149 0.6663031 O0.7029666 0.7565194 0.77556587 0.75831354
2 0.8536413 0.5580340 0.4346498 0.1452565 0.14125942 0.1080174 0.3292199 0.7151407
3 0.7139732 1.6750991 2.2Z291822 2.53211697 2.206532Z0 1.9175194 1.8658763 2.1510887
[-18] [-17] [,18] [-18] [,20] [-21] [,22] [,23]
1 0.7252732 0.8911334 1.539173 Z.244802 2.5062881 2.4162582 2.1630240 1.73819986
2 1.7318334 4.3724492 5.176492 2.554942 0.6546008 0.5105250 0.5986176 0.61094283
3 2.4209524 2.4635172 1.935002 1.026353 0.4393279 0.2749:206 0.1495164 0.07818307
[,24]
1 1.1a737000
Z 0.8179751:2
3 0.03898857

Figura 15 - Centroides dos agrupamentos, resultado.kmeans$centers.

A visualizac¢do dos centroides na Figura 16 pode ser gerada pela seguinte sequéncia de

comandos:
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par(mfrow=c(3,1))

for (iin 1:3) {

matplot(matrix(seq(1,24,1),ncol=1),
resultado.kmeans$centers[i,],type="1',ylab="PU’,xlab="horas',main=paste('cluster',i),cex.main=2,cex.axi
s=1.5) }
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Figura 16 - Perfis tipicos das curvas de carga.

A variabilidade total do conjunto de dados analisados (74 objetos descritos por 24
varidveis) € quantificada pela soma dos quadrados totais (TSS — total sum of squares) ou inércia
total definida pela soma dos quadrados dos desvios dos objetos em relagdo ao centroide do

conjunto de dados (x ):
Inércia total = ZZ(xﬁ —X j) 4

em que n € o total de objetos (curvas de carga) a serem classificados, p é o nimero de varidveis

que descrevem os objetos, x;; € a demanda da i-ésima curva de carga na j-ésima hora e ;€ a

demanda média na hora j.
A inércia total pode ser decomposta em duas parcelas: a inércia entre os agrupamentos
(BSS — between sum of squares) e a inércia dentro dos agrupamentos (WSS):

Inércia total = TSS = BSS + WSS &)

(T I Sl S S PR 6)

1 Jj=1 k=1 iecluster _k j=1

n

4
>l —x.) =

K
i=1 j= k=
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em que nx € o nimero de objetos classificados no k-ésimo cluster, cij € o j-€simo elemento do
centroide do k-ésimo agrupamento e i ecluster_k denota os indices de todos as curvas de carga
classificadas no k-ésimo agrupamento.

A inércia entre os agrupamentos (BSS) expressa a variabilidade entre os centroides dos
agrupamentos. A BSS € a soma dos quadrados dos desvios entre os centroides dos

agrupamentos e a curva média, ponderados pelos totais de elementos classificados em cada

cluster:
K )4 — v
BSS = anZ(ckj —x,-) (7)
k=1 j=1

Ja a inércia dentro dos agrupamentos (WSS) expressa a heterogeneidade interna dos
clusters. Cada parcela da WSS corresponde a um cluster e é definida pela soma dos quadrados
dos desvios entre o centroide do cluster e os objetos que nele foram classificados.

WSS = ZWSS -3 Y -, P ®)
k=1 iecluster_k j=1
onde WSS\ corresponde a contribui¢do da variabilidade dentro do cluster k para a WSS.

Neste exemplo, a inércia total, obtida pelo comando resultado.kmeans$totss, é
1218,097, sendo que 866,7107 (resultado.kmeans$betweenss) deve-se a variabilidade entre os
centréides dos agrupamentos, enquanto, 351,3866 (resultado.kmeans$tot.withinss) é devido a
variabilidade dentro dos clusters.

A soma dos quadrados dentro de cada cluster (WSS) é obtida pelo comando
resultado.kmeans$withinss. Conforme ilustrado na Figura 17, o cluster 3 tem a maior

variabilidade interna.

= resultado.kmeansiwithinss
[1] 66.583334 68.13875 216.606456

Figura 17 - Inércia dentro dos agrupamentos, resultado.kmeans$withinss.

Ao classificar objetos busca-se formar clusters que tenham grande homogeneidade
interna e que sejam diferentes dos demais agrupamentos. Ou seja, busca-se uma classificagdao
em que a maior parte da variabilidade esteja entre os clusters e ndo dentro deles. Neste caso,
verificou-se que com apenas trés agrupamentos a maior parte da variabilidade (71%) reside
entre os agrupamentos. Contudo, a inércia dentro dos agrupamentos (WSS) € uma medida
problematica, pois diminui inexoravelmente a medida que o nimero de agrupamentos aumenta

(LATTIN et al, 2011). Uma estatistica mais apropriada para este fim € o pseudo-F, definido
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pela razdo do quadrado médio entre os clusters BSS/(k-1) e o quadrado médio dentro dos
clusters WSS/(N-k):

BSS/(k—1)

WSS /(N —k) 2

pseudo—F =

Por meio da estatistica pseudo-F pode-se levar em conta os tradeoffs entre o aumento
da homogeneidade interna dos agrupamentos € o numero de clusters. O pseudo-F deve ser
calculado para diferentes niveis de agregacdo (k), sendo que o nimero adequado de clusters
corresponde ao maior valor da estatistica (LATTIN et al, 2011). O cédigo a seguir obtém a
participacao da inércia entre os agrupamentos (%BSS) na inércia total e o pseudo-F para niveis

de agregacdo entre 2 € 9 clusters:

pseudoF = numeric(0)
bss = numeric(0)
nobs=dim(dadospu)[1] # nimero de curvas de carga
for (iin 2:9) {
resultado.kmeans = kmeans(dadospu,i,nstart=10)
auxpseudoF = (resultado.kmeans$betweenss/(i-1))/(resultado.kmeans$tot. withinss/(nobs-i))
auxbss = resultado.kmeans$betweenss/resultado.kmeans$totss
pseudoF = c(pseudoF,auxpseudoF)
bss = c(bss,auxbss)
}
par(mfrow=c(1,2))
plot(seq(2,9,1),pseudoF,xlab= 'niimero de clusters ',ylab= 'pseudoF ',pch=1)
plot(seq(2,9,1),bss*100,xlab= 'nimero de clusters ',ylab="%BSS ',pch=1)

Na Figura 18, pode-se observar que o pseudo-F € miaximo na solu¢do com trés
agrupamentos, sendo que neste caso a inércia entre os agrupamentos corresponde a cerca de
71% da inércia total, ou seja, a maior parte da variabilidade reside entre os agrupamentos € nao

dentro deles e, portanto, € uma solucao satisfatoria.
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Figura 18 - Estatistica Pseudo-F e participac@o da inércia entre clusters (%BSS).

6. Método k-MEDOIDES

No método K-Medoides os agrupamentos sao definidos como subconjuntos de pontos que estao
mais proximos dos seus respectivos elementos representativos, denominados medoides. O
medoide de um determinado agrupamento pode ser definido como o objeto do grupo, cuja soma
das distancias a todos os demais objetos do mesmo grupo seja minima.

Assim, o critério utilizado é a minima soma de distancia das observacdes ao medoide
do grupo que ela pertence ao invés de minima soma dos quadrados das distancias das
observacdes ao centro de gravidade do grupo, conforme no K-Means. Portanto, a diferenca
basica do K-Medoides em relagdao ao K-Means reside na utilizacdo de uma das observagdes do
conjunto original como elemento representativo, localizada mais ao centro do cluster, ao invés
da escolha do centro de gravidade do grupo. Entre os algoritmos da familia dos métodos K-
Medoides destaca-se o algoritmo Partitioning Around Medoides - PAM (KAUFMAN &
ROUSSEEUW, 1986), descrito de forma sucinta nos cinco passos a seguir:

L Selecione aleatoriamente k medoides iniciais entre as m observagdes do conjunto
de dados.

IL Associe cada observagdo do conjunto de dados ao medoide mais préximo.

II1. Para cada medoide m:

Para cada ndo-medoide g:
Torne ¢ um medoide e m um ndo medoide e calcule o custo total da configuracio,
ou seja, a dissimilaridade média de g em relagdo aos elementos associados ao

medoide m. Selecione o medoide ¢ com 0 menor custo.
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IV. Repita os passos II - III até que ndo haja mudanca nos medoides.
Por meio da funcao pam disponivel no pacote cluster do R pode-se classificar as curvas

normalizadas em trés grupos:

library('cluster') # carrega a biblioteca cluster
resultado.pam = pam(x=dadospu,k=3) # classifica as curvas normalizadas em trés grupos

Os indices que identificam as curvas qualificadas como medoides sdo obtidos pelo
comando resultado.pam$id.med e neste exemplo correspondem aos objetos 47, 54 e 17, cujas
coordenadas sdo os respectivos valores normalizados (resultado.pam$medoids) e definem as

tipologias ilustradas na Figura 19, gerada pelo c6digo abaixo:

par(mfrow=c(3,1))

for (iin 1:3) {

matplot(matrix(seq(1,24,1),ncol=1),
resultado.pam$medoidsl[i,],type="',ylab="PU’,xlab="horas',main=paste('cluster',i),cex.main=2,cex.axis
=1.5)}

Os indices que identificam as observagdes classificadas em cada agrupamento sdo
disponibilizados pelo comando resultado.pam$clustering. Assim, pode-se visualizar a

composi¢do de cada cluster, conforme ilustrado na Figura 20, gerada pelo seguinte codigo:

par(mfrow=c(3,1))

for (iin 1:3) {

cluster = which(resultado.pam$clustering ==i)
matplot(matrix(seq(1,24,1),ncol=1),t(dadospu[cluster,]),type="',ylab="PU',x]lab="horas',main=paste('cl
uster',i),cex.main=2,cex.axis=1.5) }

Em relacdo ao tempo de processamento, 0 PAM é menos eficiente do que o K-Means,
pois o célculo do medoide € mais custoso computacionalmente do que o calculo do centro de

gravidade, resultando num maior tempo de processamento.
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Figura 19 — Medoides.
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Figura 20 - Composicdo dos agrupamentos (K-Medoides).

7. Medidas de validacao
Independentemente do método de andlise de agrupamentos utilizado, os clusters resultantes
devem ser compactos, bem separados e estdveis. No método de Ward a qualidade dos
agrupamentos pode ser percebida por meio do dendrograma, enquanto no método K-Means as
inércias intra (WSS) e inter (BSS) cluster fornecem medidas do grau de compacidade dos
agrupamentos e da separagdo entre eles respectivamente.

Contudo, hd medidas mais gerais, denominadas por medidas de validacdo, que permitem

avaliar a qualidade dos agrupamentos identificados, por exemplo, medidas de conectividade
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(relacionadas com o grau de vizinhanga entre objetos classificados em um mesmo cluster),
silhueta (homogeneidade interna) e indice Dunn (separagdo entre os agrupamentos) e medidas
da estabilidade dos agrupamentos. Tais medidas podem ser aplicadas na validacdo dos
resultados de qualquer método de andlise de agrupamento e sdo tteis na definicio do nimero
de agrupamentos. No ambiente R, o pacote c/Valid (BROCK et al, 2008) disponibiliza fun¢des
que permitem calcular as medidas de validacdao. Adicionalmente, vale destacar que 0 mesmo
pacote disponibiliza diversos algoritmos para andlise de agrupamentos, incluindo os métodos
de Ward, K-Means, self-organizing maps (SOM), Unweighted Pair Group Method with
Arithmetic Mean (UPGMA), PAM, Diana, Fann e Self-organizing tree algorithm.

Considere um conjunto com N elementos descritos por p varidveis e classificados em K
clusters Cj,...,Cr. Seja L o nimero de vizinhos de uma observacgao x;, por exemplo, se L=1,
apenas o elemento mais préximo de x; € considerado seu vizinho. Denotando os L vizinhos de
Xi por nn;j, j=1,L, define-se a seguinte variavel z;:
zij = 0, se x; e nn;j pertencem ao mesmo cluster
zij = 1/j, se x; e nn;j ndo pertencem ao mesmo cluster

Assim, a medida de conectividade para uma solu¢do com K clusters é dada por:

N L
Conectividade = z z %, j (10)
i=1 j=1

A conectividade varia entre zero e infinito e na parti¢do ideal em K agrupamentos deve
ser minimizada.

O comprimento da silhueta é a média das silhuetas das observacdes. A silhueta de uma
observacdo x; permite avaliar se a mesma foi bem classificada entre os K agrupamentos
possiveis. A silhueta de uma observacao x; classificada em um cluster k € calculada da seguinte
forma:

bi— 4 (11)

a max(b;,a;)

em que a; € a média das distancias entre x; e as observagdes classificadas no mesmo cluster k e

b; ¢ a média das distancias entre x; e as observagdes no agrupamento vizinho mais préximo do
cluster k.

A silhueta de uma observacao assume valores no intervalo [-1,+1], sendo desejavel um

valor préximo de +1, indicando que a observagdo x; estd mais proxima das observacdes do

cluster em que ela foi alocada e ndo do cluster vizinho. Portanto, uma boa particdo dos objetos

em K clusters deve maximizar a silhueta.
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No R, a funcdo silhouette disponivel no pacote cluster gera o grafico da silhueta dos
elementos, por exemplo, para o caso da agregacdo das curvas de carga em 2, 3 e 4 agrupamentos
pelo método PAM, os seguintes comandos produzem a Figura 21, na qual € possivel visualizar

as silhuetas das observacdes e a silhueta média em cada agrupamento.

par(mfrow=c(1,3))

plot(silhouette(pam(dadospu,2)))
plot(silhouette(pam(dadospu,3)))
plot(silhouette(pam(dadospu,4)))

Na Figura 21, a maxima silhueta média é 0,55 e ocorre na agregacdo em trés clusters.
Ainda na Figura 21, nota-se que as silhuetas das observacdes sdo dispostas em ordem
decrescente dentro de cada agrupamento. No caso da solu¢do em dois grupos, o primeiro grupo
apresenta observagdes com silhuetas menores e com valores negativos em alguns casos, o que
reduz a silhueta média, indicando que ndo se trata de uma boa solugdo. Na solu¢do com quatro
agrupamentos, os dois primeiros grupos apresentam silhuetas reduzidas contribuindo para a

reducao da silhueta média.

Silhouette plot of pam(x = dadosput, k=2 Silhouette plot of pam{x = dadospuT, k = 3) Silhouette plot of pam(x = dadospul, k=4
- ! pam( ¥ ) 2 clusters C, - k pam( ' ) 2 clusters G - ! pam( ! 4 4 clusters C,
n=T74 h i n=74 i n=74 ]
itnlaveeq s Iyl aveeg s i mylaveiee s

1: 28 038
1. 37 | 048

10451033

2. 9028

2. 25 | 088 3: 26| 084

2 251 061

3011|047 4: 11| 045

T
00 02 04 08 08 10 00 02 04 08 08 10 00 02 04 08 08 1.0
Silhoustte wicth s, Siihouette wicth s, Sikouette widh <,

Average sihoustte witth : 0.4 Average sihoustte witth: .55 Lwerage sihoustte width: 0.47

Figura 21 - Silhuetas das observagdes para agregacdo em 2, 3 e 4 agrupamentos.
O indice Dunn € a razdo da menor distancia entre duas observacdes em clusters distintos

pela maior distancia entre dois clusters. O indice Dunn assume valores no intervalo [0,1] e

visando obter agrupamentos bem separados, o indice Dunn deve ser maximizado.
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A seguir, na Figura 22, tem-se o resultado da validacdo da andlise de agrupamentos na qual
foram comparados os trés métodos descritos ao longo deste artigo para diferentes niveis de
agregacdo entre 2 e 9 agrupamentos. Os resultados apresentados na Figura 22 foram obtidos

por meio da seguinte sequéncia de comandos:

library(clValid) # carrega o pacote clValid
intern=clValid(dadospu,2:9,cIMethods=c("hierarchical","kmeans","pam"),validation="internal ")
summary(intern)

Além das medidas de validagdo, o pacote c/Valid disponibiliza medidas que permitem
avaliar a estabilidade dos agrupamentos. Tais medidas sdo calculadas a partir da comparacao
das parti¢des geradas pela anélise de agrupamentos do conjunto completo de dados (p varidveis)
e pela andlise de agrupamentos aplicada em conjuntos de dados incompletos, i.e., sem uma das
varidveis (p-1 varidveis), nos quais uma coluna € removida por vez. Mais especificamente, o
pacote c/Valid disponibiliza quatro estatisticas que permitem avaliar a estabilidade dos clusters
resultantes (BROCK et al, 2008):

e APN - average proportion of non-overlap: Propor¢io média de observacdes ndo
classificadas no mesmo cluster nos casos com dados completos e incompletos. O valor
da estatistica APN pertence ao intervalo [0,1], sendo que valores préximos de zero
indicam agrupamentos consistentes.

e AD - average distance: Distancia média entre observacgdes classificadas no mesmo
cluster nos casos com dados completos e incompletos. A estatistica AD assume valores
ndo negativos, sendo preferiveis valores préximos de zero.

® ADM - average distance between means: Distancia média entre os centroides quando
as observacoes estao em um mesmo cluster. A estatistica ADM também assume valores
ndo negativos, sendo preferiveis valores proximos de zero.

e FOM - figure of merit: A figura de mérito é uma medida do erro cometido ao usar os
centroides como estimativas das observacdes na coluna removida. A estatistica FOM
assume valores ndo negativos, sendo preferiveis valores proximos de zero.

Os resultados da andlise de estabilidade dos agrupamentos para diferetentes niveis de

agregacao sao apresentados na Figura 23, obtida pelos seguintes comandos:

estabilidade=clValid(dadospu,2:9,cIMethods=c("hierarchical","kmeans","pam"),validation="stability"
)

summary(estabilidade)
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» SUMMACY|intern

Clustering Methods:
hierarchical keeans pam

Cluster sizes:
23456789

Validation Heasures:

z 3 4 5 [ 7 il ]
hierarchical Connectivity 1.8317 2.0428 5.1107 §.1913 17.1262 20.9214 ZZ.1516 25.1917
Dunn 0.3679 0.3576 0.3576 0.3486 0.3974¢ 0.4429 0.4565 0.4365
Silhouette 0.3335 0.5531 0.5233 0.4924 0.4265 0.4285 0.4151 0.3368
kaneans Connectivity 1.8317 2.0429 9.07Z6 16,7853 26.1714 2Z8.8060 30.0361 38.2671
Dunn 0.3679 0.3576 0.2933 0.2574 0.3630 0.3473 0.4050 0.2422
Silhouette 0.3535 0.5531 0.4930 0.4563 0.4431 0.4187 0.4125 0.3545
patn Connectivity  6.6730 2.0429 12,7567 15,6985 23.5214 31.3341 33.0155 43,5357
Dunn 0.1438 0.3576 0.2954 0.1444 0.1444 (.1856 0.1856 0O.1831
Silhouette 0.4380 0.5531 0.4695 0.3838 0.4075 0.3811 0.3787 0.31%52
Optiwal Scores:
Seore  Method Clusters
Connectivity 1.8317 hierarchieal 2
Dunn 0.4565 hierarchical 8

Silhouette  0.5531 hierarchical 3

Figura 22 - Medidas de validag¢do dos agrupamentos.

> Summary (estabilidade)

Clustering Methods:
hierarchical kmeans pam

Cluster sizes:
2345687829

Validation Measures:

2 3 4 S 3 7 =] 9

hierarchical AFN 0.0344 0.003Z 0.0063 0.0254 0.0174 0.0222 0.0170 0.02ZE8
AD 4.4763 Z.74EZ9 Z.6534 Z.5722 2.3180 &.1821 Z.0799 Z.0330

ADM  0.2597 0.0245 0,0377 0.1061 0.13590 0.1250 0.0771 0.1106

FOM 0.7192 0.4351 0.4129 0.4082 0.3847 0.3629 0.3456 0.3430

kreans APN  0.0379 0.0000 0.0124 0.0430 0.0112 0.05346 0.0238 0.0370
AD 4.4796 2.7339 2.6143 2.5263 Z.2079 Z.1432 Z.0443 1.9102

ADM  0.2635 0.0000 0.0636 0.1786 0.0545 0.1255 0.0856 0.1966

FoM 0.7192 0.4173 0.4126 0,3527 0.3576 0.3575 0.3499 0.3402

pam APN  0.0152 0.0011 0.0166 0.02258 0.0311 0.0454 0.0560 0.0268
AD 3.6720 2.7366 2,4589 2.2651 2.1572 2.0556 1.9347 1.8007

ADM  0.120%9 0.0079 0.0756 0,.1070 0.1499 0.1932 0.1816 0.05952

FoOM 0.5553 0.42ZEZ5 0.3934 0,3591 0.3538 0.3689 0.3373 0.3392

Oprtimal Scores:

Score Method Clusters
APN 0.0000 kmeans 3

AD  1.8007 pam a
ADM 0.0000 kmeans 3
FOM 0.3392 pam =l

Figura 23 - Medidas de estabilidade dos agrupamentos.

Os resultados da andlise de validag¢do na Figura 22 indicam que o método de Ward foi
o melhor nos trés critérios, embora ndo exista uma concordancia quanto ao nimero de clusters.
Contudo, a medida de conectividade e a silhueta média recomendam um reduzido nimero de
agrupamentos (2 ou 3) em oposi¢cdao ao indice Dunn, o qual recomenda oito agrupamentos.
Adicionalmente, vale notar que na particdo em trés agrupamentos os métodos de Ward, K-
Means e PAM apresentam os mesmos valores para as estatisticas de valida¢do, conforme

ilustrado na Figura 22.
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No que tange a estabilidade dos agrupamentos, as estatisticas apresentadas na Figura 23
também nao exibem um consenso. Porém, vale notar que na solucdo com trés agrupamentos
proposta pelo K-Means as estatisticas APN e ADM atingem o minimo permitido, ou seja, sdo
valores 6timos. J4 nas estatisticas AD e FOM, as discrepancias da solucdo com trés
agrupamentos em relac@o aos respectivos valores 6timos alcangcados ndo sdo relativamente tao
expressivas (menores que dois desvios padrao).

Portanto, os resultados da andlise de validacdo e estabilidade indicam que a melhor
alternativa consiste em dividir o conjunto de curvas de carga em trés agrupamentos. A decisao
da particao com trés clusters é reforcada pelo dendrograma (Figura 8), pelo valor elevado do
pseudo-F (Figura 18) e pela participacdo expressiva da inércia entre os agrupamentos na inércia
total (BSS concentra cerca de 71% da inércia total). Ressalta-se que os trés métodos resultam
em agrupamentos e tipologias semelhantes, conforme ilustrado nas Figuras 11, 14 e 20, nas
quais se observam dois agrupamentos contendo perfis de consumidores da classe residencial e
um terceiro agrupamento contendo os perfis de unidades consumidoras das classes comercial e

industrial em baixa tensao.

8. Conclusoes
A construcao de tipologias de curvas de carga é uma etapa critica nos processos de revisdo das
tarifas de uso dos sistemas de distribui¢do de energia elétrica (TUSD), pois envolve a realizacao
de campanhas de medi¢do visando a obtenc¢do de registros das demandas horarias em unidades
consumidoras e transformadores nas redes de baixa e média tensdo. A partir dos registros
obtidos em uma campanha de medicao obtém-se uma base de dados contendo os perfis horarios
de demanda de todas as unidades consumidoras amostradas, cujas formas podem ser entendidas
como manifestagdes ruidosas de alguns poucos perfis latentes que descrevem o comportamento
tipico da demanda por eletricidade ao longo do dia.

A identificacdo dos perfis latentes ou tipologias, fundamentais para o cdlculo das tarifas
de eletricide, pode ser realizada por meio de técnicas de andlise de agrupamentos.

Neste trabalho sao descritas trés técnicas de cluster analysis (método de Ward, K-Means
e K-Medoides) e apresentadas formas de implementéd-las computacionalmente em ambiente R.
Adicionalmente sdo discutidas as medidas de validacdo e estabilidade que permitem determinar
o nimero adequado de agrupamentos.

Apesar de existirem softwares dedicados a construcdo de tipologias de curvas de carga

ou programas comerciais para a andlise de agrupamentos, a implementa¢cdo em ambiente R tem
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como vantagens o baixo custo, a variedade de métodos disponiveis para a andlise de
agrupamentos e a possibilidade de comparé-los por meio de diversas medidas de validagdo e
estabilidade.

Os programas apresentados no presente artigo constituem apenas um exemplo de como
implementar a andlise de agrupamentos no ambiente R. Contudo, destaca-se que os c6digos
descritos no artigo podem ser facilmente adaptados, por exemplo, com a inclusdao de outros
métodos para andlise de agrupamentos ndo considerados neste trabalho em funcdo das

limitagdes de espaco.
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