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Resumo

Este trabalho apresenta as atividades de analise e desenvolvimento de um sistema baseado em Redes
Neurais Artificiais para prever a demanda por energia elétrica para a regido norte-nordeste do estado do
Rio Grande do Sul. A arquitetura do sistema proposto é modular, facilitando a manutencdo e evolugéo,
com destaque para 0 mddulo de redes neurais que realiza a previsdo de demanda com baixos niveis de erro.
Além disso, apresenta-se uma analise dos efeitos causados pela inclusdo da temperatura no processo de
previsdo, bem como uma proposicdo de estruturacdo de dados provenientes de diferentes dominios
(temperatura e consumo de energia) na forma de entrada para o modelo neural. Os testes demonstraram um
desempenho adequado para o sistema proposto.

Palavras-chave: Previsdo de Demanda por Energia Elétrica, Sistemas Elétricos de Poténcia,
Redes Neurais Avrtificiais.

Abstract

This paper reports the analysis and development of an electric load forecast system, which is based on
Artificial Neural Networks (ANN), for the north-northwest region of the Rio Grande do Sul State in Brazil.
In order to make upgrades easier, the proposed system is designed to be modular. Also, we address the
effects of taking into account the temperature for the load forecast process as well as the non-trivial
combination of distinct sources of data (e.g. temperature and historical load data) as input into a neural
model. Our experiments indicate that the proposed ANN model performs satisfactorily, since it produces
low error rates.

Keywords: Electric Load Forecast, Power Systems Engineering, Artificial Neural Networks.
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1. Introducdo

Apos a aprovagdo da Lei Federal n° 10.848 de 5/5/2004, o setor elétrico brasileiro passou
por uma setorizacdo das principais atividades relacionadas a energia elétrica: geracéo,
transmissdo e distribuicdo. Isto fez com que empresas exclusivamente de distribuicdo de energia
elétrica fossem criadas, fornecendo servigos e cobrando tarifas coerentes com a geragdo e
transmissdo da energia elétrica. Tais empresas devem operar sob as regulamentacdes da Agéncia
Nacional de Energia Elétrica (ANEEL). A Agéncia define, basicamente, que as empresas devem
efetuar um contrato contendo a quantidade de energia a ser distribuida. Além disso, caso a
energia distribuida seja menor que o estabelecido no contrato, a empresa deve pagar todo o valor
contratado. Por outro lado, se a energia distribuida exceder o valor estabelecido, a empresa estara
exposta a penalidades por lastro de energia elétrica. Assim, caso a empresa distribua energia em
quantidades muito diferentes do valor contratado, essa estara sujeita a grandes prejuizos.

Vérios métodos de previsdo de demanda por energia elétrica tém sido propostos com o
objetivo de solucionar problemas de enfoque comercial como o mencionado acima, assim como
problemas de ordem técnica em uma empresa de energia elétrica (Ghods & Kalantar, 2008).

Esse trabalho apresenta um sistema de previsdo de carga baseado em Redes Neurais
Artificiais (RNASs) para a parte norte-nordeste do Estado do Rio Grande do Sul. Também ¢é
apresentada uma analise detalhada sobre os efeitos de incluir o atributo temperatura na
arquitetura do sistema. Este trabalho é fruto de um projeto de Pesquisa e Desenvolvimento
realizado em parceria entre a UNISINOS e a Rio Grande Energia S A (RGE).

2. Previsdo de demanda por energia elétrica

Como mencionado anteriormente, diferentes modelos de previsdo de carga foram
propostos pela academia. Em Ghods & Kalantar, (2008) é possivel encontrar uma classificacdo
desses modelos com base no prazo em que 0s mesmos devem realizar a previsdo. Em um dos
extremos dessa lista, encontram-se previsores de carga de curto prazo, realizando previsdes para
o0s préximos minutos, horas ou alguns dias a frente. Esses previsores sdo usados pelas empresas
de distribuicdo de energia elétrica, principalmente no auxilio da compra e venda de guotas no
mercado de energia; e também em sistemas de gestdo de carga, para garantir que o suprimento de
energia seja sempre capaz de suportar a demanda existente. No outro extremo, figuram previsores
de muito longo prazo, onde a previsdo de demanda é realizada para varios anos no futuro.
PrevisOes desse tipo sdo usadas para agendar atividades de manutencdo dos equipamentos nas
empresas de distribuicdo de energia, para planejar a expansdo do sistema de transmisséo e para
firmar contratos de distribuicdo de energia elétrica entre a empresa de distribui¢do e seus maiores
clientes. Os previsores de curto prazo receberam grande atencdo dos cientistas no passado e
muitas abordagens foram propostas, sendo as mais notaveis: ARIMA (Mbamalu & El-Hawary,
1993), regressdo linear (Papalexopoulos & Hesterberg, 1990), sistemas especialistas (Rahman &
Hazim, 1990), RNAs (Park et al., 1991) e RNAs combinadas com ldgica difusa (Srinivasan et al.,
1999).

Dentre os trabalhos com foco em previsores de médio prazo, gerando previsdes mensais,
destaca-se 0 Romera et al. (2007). Trabalhos envolvendo previsGes para prazos mais longos
raramente sdo publicados, mas é possivel mencionar Ghods & Kalantar, (2008).

Quando os dados sobre a demanda de energia sdo analisados ao longo do tempo, eles
podem ser tratados como uma série temporal. Dessa forma, a previsao para os valores futuros de
demanda por energia € realizada com base nos dados sobre a prdpria demanda registrados no
passado (Romera et al., 2007). No entanto, a literatura coloca que é aconselhavel utilizar dados
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climéticos (Fan et al., 2008), tais como temperatura ¢ umidade, em conjunto com os dados de
consumo de energia.

3. Definicéo do problema

Atualmente, a RGE utiliza um método de previsdo de carga baseado no consumo dos
Gltimos trés meses, em que também é analisado o comportamento da carga tipico de dias de
semana, fins de semana e feriados. No entanto, este método é realizado de forma ndo automatica,
consumindo tempo, recursos e gerando resultados ndo confiaveis. Dessa forma, o principal
interesse da RGE consiste em um sistema capaz de automatizar a0 maximo 0 processo de
previsdo, além de torna-lo mais preciso.

Ap0s reunides entre a equipe do projeto e a RGE, foi compilada uma listagem estavel de
requisitos do sistema. Os principais requisitos funcionais estéo relacionados abaixo:

— previsdo de carga de curto prazo: tem como objetivo informar a média da demanda por
energia elétrica prevista para 0 més corrente e para 0 més seguinte. No sistema, 0 més é
tratado como tendo 30 dias;

— previsdo de carga de longo prazo: deve informar a média da demanda por energia elétrica
prevista para 0 ano corrente ou para 0 ano seguinte. Adotou-se como medida de ano um
conjunto de 365 dias;

E importante destacar que a terminologia de horizontes de previsdo empregada pela RGE
difere daquela comumente utilizada pelos pesquisadores da area de previsdo de carga. Neste
artigo é utilizada a terminologia adotada no projeto, ou seja, previsdes de curto e longo prazo
referem-se, respectivamente a previsdes mensais e anuais. O erro maximo definido para as RNAs
constitui um importante requisito do sistema: definiu-se que as RNAs ndo devem apresentar um
erro superior a 5% para cada regido geo-elétrica considerada, tal como em Ardil et al. (2008).
Deste modo, as previsdes de curto e longo prazo devem ser realizadas para qualquer uma das sete
regides geo-elétricas que constituem a area de concessdo da RGE, representadas pelas cidades de:
Caxias do Sul, Erechim, Gravatai, Nova Prata, Passo Fundo, Santa Rosa e Taquara. Cada uma
destas regides compreende diversos municipios e suas denominacdes derivam dos principais
municipios de cada uma delas.

4. Sistema de previsdo

O sistema foi desenvolvido de acordo com o padrdo de arquitetura MVC (Model-View-
Controller). Essa abordagem propicia uma separacdo dos dados (Model) da interface (View),
sendo o controlador (Controller) responsavel por manipular os dados e realizar a submisséo dos
mesmos a RNA correspondente. Essa decomposicdo também garante maior facilidade de
entendimento e manutencdo do sistema. Os mddulos da interface e controle foram desenvolvidos
com a linguagem C#. Ja as redes neurais foram construidas e treinadas com a plataforma
estatistica R. A ligacdo entre os diferentes modulos foi possivel gragas a tecnologia COM
(Component Object Model), evitando a necessidade de codificar meios de comunicacdo entre
maodulos gerados em tecnologias diferentes. A Figura 1 mostra a interface grafica do sistema.
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Figura 1: Interface gréafica do sistema

O funcionamento basico do sistema pode ser descrito do seguinte modo: o usuario
informa ao sistema para qual regido geo-elétrica deseja obter a previsdo, se esta deve ou ndo
considerar o fator temperatura e também envia um arquivo contendo os dados de entrada para a
RNA. O mddulo de controle entdo submete os dados informados pelo usuario para a RNA
responsavel por prever a demanda para a regido selecionada. Ap6s, o médulo de controle atualiza
a interface grafica com a resposta estimada pela RNA. O usuario pode salvar o resultado
encontrado, caso julgar necessario. Com base nos padres adotados na maioria dos trabalhos
relacionados a previsdo de carga na literatura Ardil et al., (2008) Botha & Vermaak, (1998) e
Charytoniuk & Chen, (2000), optou-se pela utilizagdo de RNAs do tipo feedforward com uma
camada oculta. Todas as RNAs foram treinadas com o algoritmo backpropagation. Os
pardmetros de taxa de aprendizagem e momento para o algoritmo de treinamento foram
definidos, respectivamente, como 0,01 e 0,5.

A base de dados usada para elaborar a RNA € constituida pelo consumo diario de energia
elétrica, registrado no periodo de margo de 1999 até dezembro de 2008, para cada uma das
regibes consideradas. No que se refere ao horizonte de curto prazo, a série temporal foi
processada para gerar 0s dados de saida do conjunto de treinamento: a série foi percorrida por
uma janela de trinta dias. A cada posi¢do da janela foi gerado um novo dado correspondendo a
média dos trinta dias dentro da janela. Procedimento semelhante foi adotado para o horizonte de
longo prazo, porém com uma janela de 365 dias, conforme ¢é apresentado na proxima secao.
Como de habito, em sistemas de previsao, os dados foram normalizados.

Durante a fase de desenvolvimento do sistema, foram testadas diversas configuraces
para as RNAs desenvolvidas. Assim, propriedades como nimero de neurénios ocultos, utilizagdo
ou ndo de Shortcut connections, nimero de épocas de treinamento, e valores para semente para
inicializacdo dos pesos foram intensivamente simuladas e avaliadas. Como métrica para
avaliacdo do desempenho das redes utilizou-se o Erro Quadratico Médio Normalizado (EQMN)
obtido. Essa métrica pode ser calculada através da equacao (1):
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onde EQM é o Erro Quadratico Médio, V e v correspondem respectivamente ao maior e menor
valor da série temporal de carga. O EQM é obtido conforme abaixo (2):

, 2
7n @)

onde vr é o valor real (presente na base de dados), ve é o valor estimado pela RNAen éo
namero total de dados.

5. Experimentos sem o fator temperatura

Primeiramente, os experimentos foram conduzidos com base em dados historicos de
demanda por energia. Para tanto, empregaram-se técnicas de janelamento como forma de
estruturar os dados para o processamento nas redes neurais.

A aplicacdo de técnicas de janelamento se fez necessaria em virtude de tratar-se de dois
horizontes de previsdo, sendo considerada uma janela temporal de 30 dias para previsdo de curto
prazo e outra janela de 365 dias para propositos em longo prazo. Por exemplo, considerando o
horizonte de curto prazo, a janela é posicionada no primeiro dia, no caso 01/03/1999, estendendo-
se até o trigésimo dia, isto é, 31/03/1999. Cada amostra foi construida pelo movimento da janela
discretizado em dias, tendo como limite o antepenultimo més da seqiiéncia, no caso 31/10/2008.
Os dois meses restantes da série foram reservados para testes. Além disso, associado a cada
amostra, inclui-se ao seu final a média dos 30 dias subsequentes, representando o valor de
previsdo que é entendido como correto para a amostra em questdo, isto é, representando a saida
desejada da rede neural. O mesmo procedimento foi aplicado para o horizonte de longo prazo,
considerando, contudo, um tamanho de janela de 365 dias.

Com base em regides geo-elétricas e horizontes de previsao definiu-se a organizacéo do
modulo neural do sistema. A arquitetura de rede neural adotada foi do tipo feedforward, com uma
camada escondida e o algoritmo de treinamento backpropagation. Estas escolhas justificam-se pelo
sucesso verificado na literatura quando trata-se de aprendizado supervisionado e tarefas de
previsdo, alguns exemplos estdo nos trabalhos de Park et al. (1991) e Charytoniuk & Chen,
(2000). Um conjunto de parametros padrdes foi determinado a fim de realizar o processo de
treinamento para cada conjunto de dados. A Tabela 1 mostra 0s parametros de treinamento para
cada horizonte. O nimero de neurfnios escondidos e épocas sdo definidos experimentalmente
com o objetivo de encontrar a melhor configuracdo dos modelos.

Tabela 1 - Lista de pardmetros para 0 modelo de treinamento

Horizontes
Parémetros Curto prazo Longo prazo
N° de entradas 30 365
N° de saidas 1 1
N° de no6s escondidos 30 150
N° de épocas 4000,10000,15000 5000,15000, 20000

O processo de treinamento inicia com um baixo nimero de neurdnios, sendo que, a cada
modelo, 0 nimero de neurdnios escondidos foi incrementado em um neur6nio até atingir-se a
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guantidade méaxima de neurdnios estabelecida. O modelo que apresentou a menor percentagem de
erro foi escolhido para a realizacdo de testes. Como resultado foram gerados 14 modelos neurais,
correspondentes as 7 regides geo-elétricas e 2 horizontes.

6. Experimentos com o fator temperatura

A soma dos erros obtida para cada regido geo-elétrica foi considerada ndo satisfatoria
segundo as metas de erro esperadas pela RGE, como apresentado a seguir. Este fato conduziu a
necessidade de agregar outras fontes de informacdo, que ndo apenas dados de demanda, no
sentido de melhorar a base de conhecimento para propdsitos de previsdo de demanda por energia
elétrica. Entre vérios fatores que influenciam o consumo elétrico, aspectos meteoroldgicos sdo
considerados importantes, sendo o fator temperatura um dos mais acessiveis e importantes.

A possibilidade de incluir dados sobre temperatura diaria em cada regido geo-elétrica
abre uma perspectiva de melhores resultados, porém faz surgir o desafio de encontrar uma boa
maneira de associar dados distintos em um modelo neural: consumo de energia, em
Megawatt/hora e temperatura, em graus Celsius.

Partindo-se de dois cenarios de consumo, curto e longo prazo, adaptou-se a informagéo
de temperatura. Nesse sentido, como os dados disponiveis de temperatura estdo na forma de
registros horarios, se fez necessario o calculo da média diaria de temperatura, que foi tomada com
base em valores diarios de temperatura maxima e minima. Deste modo, obteve-se uma
discretizacdo de dados de temperatura em acordo com as informacdes diarias de consumo de
energia. O préximo passo consta no desafio de associar diferentes dominios de informacao (séries
temporais de temperatura e consumo) para propositos de previsdo. Para tanto, optou-se por
experimentacdo empirica com base nos seguintes passos:

(1) Antes de estruturar o conjunto de dados para treinamento das redes neurais, ambos 0s
fatores foram normalizados.

(2) Este passo consta da organizagdo dos dados para treinamento. Neste sentido, foram
estruturados dois conjuntos de dados para cada regido geo-elétrica, rotulados como
Ordenado e Alternado, como mostrado nas Figuras 2 e 3:

a. Ordenado: Nesta formatacdo faixas de dados de energia sdo intercaladas por
faixas de dados de temperatura, onde faixas de 30 dias contemplam horizontes de
curto prazo e faixas de 365 dias contemplam horizontes de longo prazo,
conforme ilustrado na Figura 2;

b. Alternado: Nesta formatacdo os dados de energia sdo intercalados por dados de
temperatura em faixas diarias, como ilustrado na Figura 3.

dias dias
1 cargal 1 cargal
2 carga2 2 carga2
30 | carga30 365 | carga365
1 templ 1 templ
temp2 2 temp2
30 |temp30 365 | temp365

(a) (b)
Figura 2 - Organizacdo dos dados de temperatura e energia no formato Ordenado.
(a) Horizonte de curto prazo. (b) Horizonte de longo prazo
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dias dias
1 cargal 1 cargal
1 templ 1 templ
2 carga2 2 carga2
2 temp2 2 temp2
30 | carga30 365 | carga365
30 | temp30 365 | temp365

(a) (b)
Figura 3 - Organizacéo dos dados de temperatura e energia no formato Alternado.
(a) Horizonte de curto prazo. (b) Horizonte de longo prazo

Apos a preparacdo dos dados procedeu-se com a etapa de treinamento do modelo neural.
Para tanto, seguiram-se as mesmas configuracbes resumidas na Tabela 1. Entretanto, devido a
indisponibilidade de dados de temperatura para duas regides, foram gerados 20 modelos neurais,
correspondentes as 5 regifes geo-elétricas em dois horizontes e dois formatos de dados
(Ordenado e Alternado).

7. Resultados

Os valores apresentados para cada horizonte correspondem ao célculo da métrica
representada pela Equagdo 1. A Tabela 2 mostra os resultados obtidos para cada regido geo-
elétrica sem considerar o fator temperatura. Embora verifiqguem-se bons resultados para algumas
regides, a soma do erro, como meio de avaliacdo geral do previsor, ndo foi satisfatoria. Assim,
com o objetivo de contornar esse problema, procedeu-se com a inclusdo do fator temperatura
conforme descrito anteriormente.

Tabela 2 - Resultados obtidos sem considerar o fator temperatura (erro).

Regido Curto Prazo | Longo Prazo
Caxias 0,72 3,83
Erechim 4,32 2,04
Gravatai 0,44 5,04
Passo Fundo 4,66 0,21
Santa Rosa 4,16 0,39
Soma 14,3 11,51

A Tabela 3 mostra os resultados obtidos considerando-se o fator temperatura no formato
Ordenado. Pode-se verificar uma consideravel reducdo na porcentagem de erro quando compara-
se com os resultados obtidos sem a inclusdo da temperatura.

Tabela 3 - Resultados obtidos considerando-se o fator temperatura no formato Ordenado.

Regido Curto Prazo | Longo Prazo
Caxias 1,776 1,956
Erechim 3,028 0,004
Gravatai 0,205 1,557
Passo Fundo 1,651 0,243
Santa Rosa 0,409 0,309
Soma 7,069 4,069
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A Tabela 4 mostra os resultados obtidos considerando-se o fator temperatura no formato
Alternado, como descrito na Secdo 4.2. Verifica-se pequena reducdo na porcentagem de erro no
horizonte de curto prazo e maior reducdo do erro para o horizonte de longo prazo, quando
compara-se com resultados obtidos na formatacdo Ordenada dos dados.

Tabela 4 - Resultados obtidos considerando-se o fator temperatura no formato Alternado.

Regido Curto Prazo | Longo Prazo
Caxias 1,777 2,003
Erechim 2,995 0,068
Gravatai 0,242 0,325
Passo Fundo 1,659 0,262
Santa Rosa 0,197 0,156
Soma 6,870 2,814

Em termos gerais de avaliacdo de desempenho, adotou-se a soma dos erros de previsao
em cada regido. No entanto, deve-se observar que, na compara¢do das abordagens que considera
ou ndo o fator temperatura, eliminou-se duas regiGes (Nova Prata e Taquara) em virtude da
auséncia de dados de temperatura para estas localidades. Sendo assim, para 0 mesmo conjunto de
regides (isto é, Caxias, Erechim, Gravatai, Passo Fundo e Santa Rosa), a abordagem sem o fator
temperatura resultou em um erro total de 14,30% para o horizonte de curto prazo e 11,51% para 0
horizonte de longo prazo. Deste modo, com base nas Tabelas 3 e 4, pode-se notar a importancia
do fator temperatura no processo de previsdo, uma vez que verificou-se um desempenho superior
a 100% quando compara-se a abordagem que considera a temperatura contra a abordagem que
ndo inclui o fator temperatura. Adicionalmente, os experimentos conduzidos com a formatacéao
de dados Alternada, sobretudo em rela¢do ao horizonte de longo prazo, mostraram um erro quatro
vezes menor em relagdo a abordagem que ndo inclui o fator temperatura.

8. Consideracgdes finais

Esse trabalho apresentou um sistema de previsdo de demanda por energia elétrica
baseado em RNAs, desenvolvido no contexto de um projeto de Pesquisa e Desenvolvimento
entre UNISINOS e RGE. Inicialmente a construcdo do sistema baseou-se em dados histéricos de
consumo de energia, sendo que os resultados ndo se mostraram satisfatérios. Em um segundo
momento, incluiu-se dados de temperatura na construcdo do modelo neural. Verificou-se entdo
uma consideravel melhora de desempenho para horizontes de previsao distintos, confirmando a
importancia do fator temperatura no processo de previsdo de demanda por energia elétrica.
Destaca-se ainda a organizacdo dos dados no sentido de integrar informacdes de dominios
distintos (temperatura e consumo de energia) para propdsitos de previsdo e também a
possibilidade de previsdes para dois horizontes temporais distintos, algo dificil de encontrar na
literatura especializada.

Como trabalhos futuros, pretende-se investigar aspectos de sazonalidade, bem como a

insercdo de outros fatores que possam contribuir para melhores predi¢fes de consumo, tais como
variaveis macroecondmicas e outras.
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